
优化方法及应用

课程报告

问题名称 DDP变长序列动态批调度

成 员 杨逍宇 3220105453

日 期 2025年 12月 25日

指导老师 何衍



摘要

在同步式分布式数据并行（DDP）训练中，单步耗时由最慢 GPU决定。NLP任务

的变长序列与动态 padding使各卡有效 token数与显存峰值产生显著波动，形成“慢卡”

瓶颈并拉长尾延迟。本文将“每步 per-GPU micro-batch分配”形式化为小规模 min-max

整数优化问题，提出一种动态调度策略：在每步开始前预取候选样本，构造基于 padded

tokens的成本代理，通过枚举求解最优 per-rank batch size，并结合 DDP梯度缩放保证全

局平均梯度一致性。

在 4卡 DDP + SST-2 + DistilBERT的快速实验中，动态调度显著降低了跨卡 padded

tokens的方差，并在较高 global batch规模下实现 step time的 P95改善与吞吐提升。该

方法不依赖复杂外部框架，工程实现轻量，能较好体现“数学规划在工程实践中的落地

价值”。
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一、前言

1.1问题背景

在 DDP同步训练中，所有 GPU需要在每一步结束时完成梯度同步，因此整体 step

time由最慢的 rank决定 [1]。对于 NLP任务，样本长度分布具有明显长尾特征；动态

padding使不同 rank的有效 token数不一致，从而导致计算量、显存占用与通信等待呈

现随机波动。固定 per-rank batch size虽易实现，但在高并发训练下会放大“慢卡效应”，

影响吞吐与稳定性。另一方面，Transformer的注意力计算复杂度与序列长度呈平方相

关 [2]，使得长度波动在计算代价上被进一步放大。

1.2研究意义

该问题具有直接的工程价值：在保持模型精度不变的前提下，通过调度策略降低尾

延迟、提升 GPU利用率，能显著提高分布式训练的效率。更重要的是，该问题天然适合

数学规划建模：每步决策变量为各卡样本数，目标为最小化最大开销，约束为全局 batch

与显存上限。这一过程完整呈现了“问题抽象—模型建立—算法求解—工程验证”的优

化闭环，契合课程对数学规划应用与计算求解能力的要求。

1.3相关基础知识与公开资料

本文参考并总结了官方文档与公开资料中的基础知识：

• DDP同步机制：梯度 allreduce的平均化会在不同 local batch下产生偏差，需要额外

的 loss缩放以保持全局平均梯度一致 [1]。

• 变长序列与 padding：序列长度决定 attention计算代价与显存占用，padded tokens可

作为合理的代理成本 [2]。

• 数据与模型：采用 GLUE/SST-2数据集与 DistilBERT模型，相关使用方式可见 Hug-

ging Face的 Datasets与 Transformers文档 [3–6]。

这些公开资料为实验搭建提供了可复现的工程基础，同时也为问题建模提供了清晰

的物理含义。

1.4研究内容与论文结构

本文的主要研究内容如下：

1. 将 per-step micro-batch分配形式化为 min-max整数规划，并引入可计算的成本代理；

2. 在 G = 4的场景下采用 exact枚举求解，并加入方差作为 tie-break；

3. 结合 DDP梯度缩放推导，保证动态 batch下梯度等价；

4. 在 SST-2上进行静态与动态对比实验，评估 step time、吞吐与跨卡均衡性；
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5. 总结失败设置与实践经验，为后续改进提供方向。

论文结构安排如下：第二章建立数学模型；第三章给出求解方法与实现细节；第四

章进行案例分析；第五章总结结论与亮点并讨论局限与展望。

二、问题建模

2.1建模假设与符号定义

设总 GPU 数为 G = 4，第 t 步第 g 张 GPU 的 micro-batch 大小为 bg,t，全局目标

batch为 B。设每卡最大可承受 batch上限为 bmaxg （由 OOM探测得到）。DDP同步训练

的关键在于最慢 GPU的开销决定整步耗时，因此自然对应于 min-max目标。

2.2成本代理的构造与合理性

每个 rank在本步开始前预取 K 个样本，记前 k 个样本的最大长度为 max _len[k]，

定义

padded_tokens[k] = k ·max _len[k].

该量与注意力计算复杂度一致性较好 [2]，因此可作为计算与显存的统一代理。本文采

用两种常见代理形式：

cg(k) = padded_tokens[k], 或 cg(k) = (padded_tokens[k])2.

前者更稳健、后者更强调长序列惩罚。该代理单调可计算，适合在 step前快速估算。

2.3 min-max整数优化模型

对每一步，求解以下问题：

min
b1,...,bG

max
g

cg(bg) s.t.
∑
g

bg = B, 1 ≤ bg ≤ bmaxg , bg ∈ Z.

当多个解具有相同最大成本时，进一步选择成本方差 Var(cg(bg))更小的方案，以增强

均衡性。该模型可视为对“最慢 GPU瓶颈”的直接优化，并与 DDP同步机制相一致。

2.4与 DDP梯度等价性的关系

当各 rank的 local batch不同，若直接 allreduce平均梯度会改变有效学习率。设每

个 rank使用 mean loss Lg，全局 batch为 B =
∑

g bg，则应在 backward前缩放：

L̃g = Lg ·
G · bg
B

.

此时 allreduce平均后的梯度与全局平均梯度等价，确保优化目标不受动态 batch分配影

响。
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三、求解方法

3.1预取 buffer与 exact枚举

由于 G = 4且 B 不大，本文采用 exact枚举求解。具体流程：

1. 每个 rank预取 K 个样本形成 buffer，计算 cg(k)序列；

2. 使用 all-gather将成本数组汇总到 rank0；

3. rank0枚举所有满足
∑

bg = B 的组合，选择 min-max +最小方差解；

4. 广播 bg 给各 rank，按分配取样训练。

3.2算法复杂度与可实现性

在G = 4的场景下，枚举规模随 B的增长近似为 O(BG−1)，对本文设定的 batch范

围而言完全可接受。相比启发式调度，exact枚举具有确定性、可解释性强的优势。

3.3工程实现与工具链

系统实现基于 PyTorch DDP与 Hugging Face Transformers/Datasets[3, 4]，数据集为

GLUE/SST-2[5]，模型为 DistilBERT[6]。训练过程记录 per-step指标并输出到 CSV，分

析脚本基于 pandas与 matplotlib自动生成图表与汇总表。

3.4关键工程要点

• OOM保护：通过 max_length截断与启动时 batch探测得到 bmaxg 。

• 动态 loss缩放：按 L̃g = Lg ·Gbg/B 缩放 loss，保持全局平均梯度等价。

• 指标记录：每步记录 step time、peak memory、padded tokens、吞吐等，便于后续统

计分析。

四、案例分析

4.1硬件与软件环境

实验在单机 4卡环境上完成，GPU为 4张 NVIDIA RTX 3090。图1和图2分别展示

优化前后的 nvidia-smi截图，用于对比 GPU利用率（GPU-util）与显存占用的变化，从

而直观体现调度策略在资源均衡与利用率方面的优势。
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图 1 优化前 nvidia-smi截图（GPU-util对比）
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图 2 优化后 nvidia-smi截图（GPU-util对比）

软件环境基于 Python + PyTorch DDP与 Hugging Face生态，训练与分析脚本均可在

同一环境下运行。

4.2实验设置

• 数据集：SST-2（GLUE）

• 模型：distilbert-base-uncased

• 训练配置：4 GPU，global batch B = 48，steps=800，max_length=256

• Baseline：static（每卡固定 12）

• 方法：dynamic（per-step min-max调度，cost=tokens）

• buffer size：64，支持更稳定的成本估计

4.3指标体系

本文关注三类指标：
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1. 时延类：每步最大 step time的均值与 P95；

2. 吞吐类：samples/s与 tokens/s的均值与 P95；

3. 均衡性：跨卡的 step time、padded tokens与 peak memory标准差。

4.4结果与讨论

表1 汇总了静态与动态调度的对比结果。动态调度在时延和吞吐上均有显著改善：

mean max step time降低 17.13%，P95降低 17.19%；samples/s平均提升 20.68%，P95提

升 20.58%。更显著的是，跨卡 padded tokens标准差降低 70.06%，同时 peak memory标

准差降低 56.91%，表明动态调度在负载均衡与显存稳定性上均取得明显收益。

表 1 Static与 Dynamic对比结果

指标 Static Dynamic 提升 (%)

Mean max step time (ms) 118.51 98.20 -17.13

P95 max step time (ms) 120.96 100.17 -17.19

Mean throughput (samples/s) 405.10 488.85 +20.68

P95 throughput (samples/s) 413.39 498.47 +20.58

Mean throughput (tokens/s) 13302.11 15610.87 +17.36

P95 throughput (tokens/s) 16549.53 19757.56 +19.38

Mean std(step time) 0.177 0.134 -24.26

Mean std(padded tokens) 87.69 26.25 -70.06

Mean std(peak mem) 1.489 0.642 -56.91

4.5图表分析

图3展示了每步最大 step time的时间序列，动态调度在大多数步骤上保持更低的波

动；图4展示了 padded tokens的跨卡标准差，动态方法在全程显著低于 static。图5与

图6分别展示 step time与 peak memory的跨卡标准差，体现了动态调度在时延均衡性上

的整体改善。图7展示了 step time分布，动态方法在尾部分布上更集中。
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图 3 每步最大 step time（static vs dynamic）

图 4 跨卡 padded tokens标准差

图 5 跨卡 step time标准差
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图 6 跨卡 peak memory标准差

图 7 step time分布（static vs dynamic）

4.6失败设置与经验总结

在更激进的设置（如 cost=tokens_sq）下，虽然 padded tokens的均衡性更好，但

step time反而变差，说明代理成本与真实耗时之间仍存在偏差；调度策略需在“均衡性”

与“调度开销”之间权衡。此外，过小的 buffer size会降低成本估计精度，导致分配波

动。该部分的负结果为后续改进提供了实践依据。
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五、结论

本文针对 DDP变长序列训练的负载不均衡问题，完成了“建模—求解—实验验证”

的闭环。实验结果表明，动态 per-GPU micro-batch调度在保持训练稳定的同时显著改善

了跨卡均衡性，并提升了 step time与吞吐表现。

作业总结

1. 以真实工程问题为载体，完整呈现数学规划建模与求解过程；

2. 给出 min-max整数优化的 exact枚举解，并引入方差 tie-break强化均衡性；

3. 推导并实现 DDP梯度缩放，使动态 batch与全局平均梯度等价；

4. 记录失败配置，分析代理成本与真实耗时的偏差来源；

5. 总结 PyTorch DDP、Transformers、数据缓存与离线运行的工具使用经验。

局限与展望

当前工作仍存在局限：代理成本未显式考虑通信与 kernel融合；枚举方法仅适用于

小规模 GPU；模型与数据规模较小。未来可考虑：引入更精细的成本模型，研究近似优

化或启发式调度，并拓展到更大规模训练。
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